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学习、结构与神经计算
刘子寅及合作者的研究
一个任务通常不能唯一确定神经网络的内部解。隐藏单元可以交换，因子的尺度可以重新分配，同一种计
算也可以由不同的逐层分解实现。训练过程会在这些可能性中作出选择。对于生物系统，局部可塑性（local
plasticity）还需要组装出学习所需的机制；突触的位置和生物物理性质，则进一步影响回路完成什么计算。

刘子寅的研究结合数学、统计物理、机器学习和神经科学考察这些问题。相变（phase transition）理论解释学
得状态的定性改变，随机热力学（stochastic thermodynamics）约束涨落与不可逆动力学。一种反复出现的方
法是：在可求解模型中分离机制，找到适当的集体变量（collective variables），再推导可检验预测。长远目标
是寻找人工智能与生物智能的科学原理。

什么决定动力学、结构与计算？

从可解机制到有预测力的原理

统计物理
Statistical physics

状态何时发生转变？

涨落受到什么约束？

深度 · 正则化

路径概率

相变

随机热力学

不确定关系

学得的结构
Learned structure

训练选择哪一种

内部组织？

对称性 · 噪声

梯度平衡

因子平衡

表征对齐

特征习得

复杂度
Complexity

小系统必须

保留什么？

集体统计量

有效维数

压缩保证

标度律

保留动力学

神经回路
Neural circuits

回路如何

学习与计算？

可塑性 · 布线

生物物理

局部学习

受连接组约束

的计算

共同方法：分离机制 → 推导后果 → 检验有区分力的预测

图 1.研究纲领的组织。统计物理、学习结构、有效复杂度与神经回路，构成四条相连的主线。相变与随机热力学既提供具
体成果，也为研究学习过程提供工具。

论述路线

可点击的目录提供各主题的入口。一条路线从有限步长、相变、对称性与热力学展开；另一条路线考察表征、
拓扑、标度与压缩。生物章节从局部学习规则走向连接组约束的计算。最后讨论研究局限，并分别提出五个人
工智能问题和五个神经科学问题。

图示用于解释概念与组织：哪些问题相互联系，训练选择什么，以及机制如何连接不同描述层次。所有图均依
据所引研究原创绘制。中英文版的方程、图号和文献相互对应；广泛假说、条件性定理与生物机制模型，保留
各自不同的证据性质。
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1 核心概念与阅读方法

这些研究将科学问题转化为模型、推导和可检验预测。学习理论、物理与神经科学提供互补的切入点。以下五
组概念，有助于理解其中的思想，以及不同论文之间的联系。

1.1 先分清五组概念

1. 函数与参数。预测 fθ(x)是网络计算的结果，权重 θ是某一种实现方式。多组权重可以实现同一个函数，却
对训练更新产生不同响应。

2. 目标函数与学习规则。损失 L(θ)为预测评分；SGD、梯度（gradient）流和自适应优化器，则是不同的权
重改变方式。规定评分，并没有规定学习路径或内部解。

3. 表征（representation）与输出。隐藏活动 h(x)是输入的中间描述。即使原任务输出已经准确，它仍可能
保留、丢弃或重组对其他任务有用的信息。

4. 对称性（symmetry）与被选择的组织。对称变换保持某个指定的函数或损失不变，训练却仍可能在这些
自由度中偏向平衡、稀疏或对齐的状态。阅读时，要先问清楚究竟哪个量保持不变。

5. 连接图与计算。连接组（connectome）记录连接关系；回路的工作还依赖突触位置、活动、电导和时序。
生物机制解释需要把这些因素与可观测响应联系起来。

1.2 如何阅读数学记号

记号 直观含义

E[·] 对指定的数据或训练随机性取平均。

∇L、∇2L 梯度给出局部上升方向；Hessian描述该方向如何变化，即局部曲率。

Cov(g) 梯度相对均值的涨落；二阶矩（second moment）E[hhT]还包含均值的贡献。

特征向量（eigenvector）、特
征值（eigenvalue）

某个算子的方向或模态，以及相应强度；含义取决于研究的是哪个算子。

=、≃、标度 分别表示精确等式、特定条件下的近似，以及描述增长或衰减的关系。

1.3 阅读路线与解释标准

沿任一条路线，都可以找出要解释的现象、最小模型、假设，以及能够区分机制的预测。要分清精确定理、有
效近似、计算观察与生物假说。

切入点 建议路线

物理 相变→不确定关系→不可逆训练。[27, 33, 10]
学习 有限步长→噪声平衡→表征→ NQF。[1, 5, 11, 16]
复杂度 对称系统压缩→解析固定网络压缩。[17, 18]
神经科学 局部学习→果蝇回路→鱼类与小鼠资源。[20, 24, 34, 35]

线性代数、微积分、概率、动力系统与突触生理，提供互补的基础。第8页的标量例子，将函数等价与噪声选
择联系起来。
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2 为什么有限训练步长重要

随机梯度下降（stochastic gradient descent, SGD）用随机小批量（minibatch）的平均梯度 gt，更新权重 θ：

θt+1 = θt − ηgt, E[gt | θt] = ∇L(θt), C(θ) = Cov(gt | θ). (1)

其中 η为学习率（learning rate），C 描述梯度噪声（gradient noise）的几何结构。梯度流（gradient flow）用
连续运动近似这些有限跳跃。有限步长与小批量噪声的一系列工作，直接研究离散更新，并判断连续时间近似
在哪些条件下受控。[1, 2]

2.1 一个精确计算

设 L(θ) = 1
2θ

THθ、H ≻ 0，且 gt = Hθt + ξt，其中独立加性噪声（additive noise）的均值为零、协方差
（covariance）为 C。记 A = I − ηH，得到 Σt+1 = AΣtA

T + η2C。因此，当 ρ(A) < 1时，平稳协方差满足

HΣ+ ΣH − ηHΣH = ηC. (2)

这里 Σ为平稳的参数协方差，ρ(A)是 A的最大特征值绝对值；稳定性要求它小于一。连续近似忽略了左侧第
三项。在一维情形，

Σdiscrete =
ηc

h(2− ηh)
,

Σdiscrete
Σsmall step

=
2

2− ηh
, 0 < ηh < 2. (3)

当更新接近稳定边界，两种描述的差异迅速增大；不同曲率方向也会得到不同程度的放大。

任务与模型

数据与架构

规定可能的解

一族可能的解

损失仍留下内部自由度

学得的组织

因子平衡

表征对齐

特征选择

学习过程
有限步长 · 噪声

衰减 · 参数化

选择

图 2.目标施加约束，学习过程进行选择。任务与架构允许一族内部解；有限步长、噪声、正则化与参数化决定训练偏向哪
些组织。网络图标表示概念上的不同可能。

2.2 结构化噪声选择解，也控制逃逸

小批量噪声依赖参数、数据和残差。在 2026年的精确可解模型中，各向同性（isotropic）与各向异性（anisotropic）
的标签噪声，可以选择更平或更尖的解；起作用的量是梯度涨落。[3]

与 TakashiMori等人的合作，分析均方损失下 SGD的乘性噪声（multiplicative noise）。随机时间变换（random
time change）揭示了对数损失势垒（logarithmic loss barrier），在相应条件下给出幂律逃逸（power-law escape）。
[36]因此，噪声结构既改变解的选择，也改变从亚稳态（metastable state）逃出的方式。
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3 相变：深度改变学习出现的方式

与Masahito Ueda合作的相变研究追问：拟合预测的收益，何时克服保持模型简单的压力？核心对象是全局
最小化后的正则化（regularization）目标：

V(γ) = min
θ

{Ldata(θ) + γR(θ)}. (4)

序参量（order parameter）区分平凡解与学得的解；V 或其导数的非解析变化，定义相变阶数。这是一种零温
损失景观（zero-temperature loss landscape）理论：即使网络规模有限，最小化也可以产生奇点。[27]

3.1 随深度改变的相变分类

在论文研究的带随机神经元、正则化和有效输入–目标信号的深层线性模型中，岭回归（ridge regression）在
正则化强度为正时没有相变；一个隐藏层出现二阶（second-order）的连续起始；多于一个隐藏层，则允许平
凡相与学习相之间的一阶（first-order）切换。零阶（zeroth-order）不连续性出现在奇异的无限深度极限中的
零正则化处。有限深度时，全局最优值保持连续；训练路径的跳变，则可能来自局部困陷。[27]

预测拟合 ↔ 模型复杂度
改变相应模型中的正则化强度

无隐藏层

岭回归
Ridge regression

平滑响应

正则化为正时

没有相变

一个隐藏层

二阶相变
Second-order transition

连续起始

学得状态从

平凡状态连续出现

更深但有限

一阶相变
First-order transition

极小点竞争

坍缩吸引域仍可

保持局部稳定

无限深度极限

零阶相变
Zeroth-order transition

奇异极限

全局最优值

可以出现不连续

全局相变分类，与训练轨迹实际到达的状态，是不同的问题

图 3.深度改变转变的组织方式。[27]四条分支按正则化变化，对相应模型分类。连续起始、极小点竞争和奇异极限下的最
优值跳变，是不同机制。方框组织理论结果，不表示测量曲线或实测阈值。

3.2 为什么更深的模型可以保留坍缩吸引域？

一个平衡的标量链可以揭示机制。设权重层数为m，目标 a > 0，各因子均为 w ≥ 0，并施加二次衰减：

Jm(w; γ) = 1
2 (w

m − a)2 + γm
2 w2

= a2

2 + γm
2 w2 − awm + 1

2w
2m.

(5)

当m = 2时，w2
∗ = max(a− γ, 0)，学得的因子连续出现。当m > 2且 γ > 0时，即使非零解损失更低，正的

二次项仍稳定原点；学习因而需要离开局部稳定的坍缩（collapse）状态。这一计算解释损失景观机制，并不
把所有突变的学习曲线都视为相变。

3.3 精确解将分类连接到优化问题

与 Botao Li、Xiangming Meng合作的精确解工作，刻画带衰减和随机神经元的深层线性网络极小点，揭示原
点的特殊性。[32]相变论文的线性原点定理（linear-origin theorem），将这一局部视角推广到满足相应激活函
数与原点条件的非线性网络。[27]互补的 PRE工作求出对角线性网络中随机梯度流的平稳分布，出现噪声诱
导的相变、遍历性破缺与涨落反转。[25]这些现象，区别于 NQF研究的特征依次激活动力学。[16]
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学习、结构与神经计算 Liu Ziyin

4 对称性使噪声产生有组织的选择

镜像对称性（mirror symmetry）定理从 ℓ0(θ) = ℓ0((I − 2OOT)θ)、OTO = I 出发。O的列是被反射、即符号
翻转的正交归一方向。变换后保持不变的固定子空间为

OTθ = 0.

梯度保持这一子空间。在Hessian有下界的条件下，足够强的权重衰减（weight decay）使每个极小点都位于
其中。该框架从重缩放（rescaling）对称性导出稀疏（sparsity），从旋转对称性导出低秩（low rank），从置换
对称性导出同质集成（homogeneous ensembling）。[4]

4.1 标量计算揭示机制

令 ℓt =
1
2 (uv− yt)

2、et = uv− yt。同时更新得到 u′ = u− ηetv、v′ = v− ηetu。展开平方后，交叉项抵消，得
到精确等式：

D′ =
(
1− η2e2t

)
D, D = u2 − v2. (6)

总体损失上的梯度流保持 D，有限步长却会改变它。当条件二阶矩有限，且 0 < η2E[e2t | u, v] < 1时，不平衡
量的条件均值收缩。因此，相同的乘积函数可以获得平衡的内部因子。

镜像对称性框架
不变对称子空间的共同理论

在权重衰减或梯度噪声足够强等相应条件下，

对应的对称约束受到偏好

重缩放
Rescaling

导出镜像约束

稀疏

旋转
Rotation

导出镜像约束

低秩

置换
Permutation

导出镜像约束

同质集成

（神经元坍缩）

其他采用不同假设的研究路线：

噪声平衡 · 拓扑 · 压缩

图 4.镜像对称性组织了约束结果。[4, 5, 15, 17]重缩放、旋转与置换导出镜像约束，噪声或衰减的共同条件适用于三类推
论。噪声平衡、拓扑与压缩是采用各自假设的其他对称性研究路线。

4.2 从示例到一般结果

对于指数型对称性（exponential symmetry），诺特流（Noether flow）推动参数沿退化方向趋向相应条件下
的唯一噪声平衡（noise equilibrium）点，不依赖轨道上的初始位置；各噪声贡献在此平衡并对齐。PRE论
文求出对角线性网络中随机梯度流的平稳分布，出现相变、遍历性破缺（ergodicity breaking）和涨落反转
（fluctuation inversion）。[5, 25]

约束机制将对称性与可塑性丧失和坍缩联系起来。[4]它也启发了利用冗余的 spred，以及打破有害对称性陷阱
的 syre。[8, 9]对称性由此成为解释和控制学习组织的工具。
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学习、结构与神经计算 Liu Ziyin

5 熵力如何预测内部的函数分解

神经热力学（neural thermodynamics）研究有限步长与随机梯度产生的熵力（entropic forces）。[6]对固定
小批量，后向误差分析（backward error analysis）给出修正损失的领先阶项；将其对小批量取平均，定义一
阶熵修正损失（entropic loss）：

Fη = L+ S, S =
η

4
EB∥∇ℓB∥2. (7)

修正项衡量对随机梯度的敏感程度。对于标量学习率，理论破坏非紧（noncompact）的重缩放对称性，同时
保持正交对称性（orthogonal symmetry）。由此产生类似能量均分（equipartition）的梯度平衡（gradient
balance）关系，联系表征对齐与变平或变尖的现象。有效描述在小步长区域内受控。

5.1 恒等函数任务使解选择变得清晰

与 Andy Arditi、Weian Xie、David Bau的合作研究考虑 f(x) = (I +W2)(I +W1)x、y = x+ ε。输入各向同
性，正的标签噪声特征值归一化为

∑
i λi = d。记 W̃ℓ = I +Wℓ，每个满足 W̃2W̃1 = I 的分解都有相同总体损

失，但熵项能够区分它们。[7]

在论文的对齐基中，一个奇异值模态（singular-value mode）ai 对应的流形上目标为

ϕi(ai) =
ηd

B
(a2i + λia

−2
i ) + γ

[
(ai − 1)2 + (a−1

i − 1)2
]
. (8)

无权重衰减时，求导即得 a4i = λi；加入衰减后，在相应条件下，选中的值位于 λ
1/4
i 与 1之间。

同一个输入输出函数

x 2 ½ x

x 1 1 x

x Q Q⁻¹ x

选择哪一种分解？
Which decomposition?

梯度统计

正则化

参数化

共同决定内部解

相同的预测，可以由不同的内部组织实现

图 5.一个函数，多种分解。[7]三条路径表示等价的输入输出映射，其中 Q可逆。熵驱动的选择研究梯度统计、正则化和
参数化如何区分内部因子。

把残差权重重新参数化为Wℓ = AℓBℓ，即使没有衰减，也会偏向零残差；更深的直接参数化链，则将预测的
噪声各向异性集中于边界层。[7]

5.2 一个标量计算给出直觉

令 f = uv，标签为 1 + ε，平方损失除以二，独立标签噪声的方差为 σ2。在最优流形 uv = 1上，小批量梯度
的二阶矩为 σ2(u2 + v2)/B。因此 S = ησ2(u2 + v2)/(4B)偏向平衡因子，因为此处 u2 + v2 ≥ 2。同一个函数
可以对训练噪声有不同的敏感程度。第9页将介绍互补的、基于轨迹的热力学描述。
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6 随机热力学与学习的时间箭头

随机热力学研究，涨落如何约束远离平衡的过程。这是研究中独立的一条主线，涵盖普适热力学不确定关系
（universal thermodynamic uncertainty relation, TUR）与训练算法的不可逆性。基本对象是一条轨迹，而不
仅是轨迹终点的损失。

6.1 用概率比衡量时间方向

记 P (Γ)为正向路径的分布，Q(Γ)为在明确的反向协议（reverse protocol）下，对应的反向路径分布。当支撑
相容时，无量纲的路径熵产生（path entropy production）为

s(Γ) = log P (Γ)

Q(Γ)
, EP [s] = DKL(P∥Q) ≥ 0. (9)

其均值比较完整历史的概率。熵产生衡量时间不对称，区别于描述状态分布分散程度的熵。[33]

6.2 超越稳态的普适不确定关系

与Masahito Ueda合作的工作，对一般Markov动力学中的任意可观测量推导 TUR，允许时变协议和绝对不
可逆性（absolute irreversibility）。要得到紧的约束，熵产生与非平稳性（nonstationarity）都很重要。在更简
单的 Q ≪ P、相关矩有限的情形，测度变换（change of measure）给出

(EQ[A]− EP [A])2 ≤ VarP (A)
(
EP [e

−2s]− 1
)
. (10)

这里 A为路径可观测量（path observable）；存在绝对不可逆性时，完整结果还包括支撑修正。取消对可观测
量的反对称限制，也将热力学不确定界与理论金融中的一个基本不等式联系起来。[33]

一个过程具有历史，而不仅是终点

正向协议 A B C

反向协议 A B C

路径概率比
Path probability ratios

熵产生与非平稳性

约束可观测量的涨落

有限步长的训练动力学
Finite-step training dynamics

离散误差、时间不对称与

正则化熵产生具有共同修正

状态熵、路径熵产生与有效损失修正，具有不同的角色

图 6.从过程历史到动力学约束。正向与反向路径概率的比较，给出熵产生和不确定界。对于学习算法，有限步长分析提供
通向有效作用的另一条路线。这些描述层次相互联系，但各自的假设需要分别明确。

6.3 算法不可逆性的四种视角

与Yuanjie Ren、AdamLevine、Isaac Chuang合作的 2026年预印本，连接数值离散误差（numerical discretiza-
tion error, DE）、时间重整化（time renormalization, TR）、微观时间不对称（microscopic time-reversal asymme-
try, TA）和正则化的随机熵产生（regularized stochastic entropy production, ST）。对更新 θt+1 = θt − ηU(θt)，
在更新场平滑且 Jacobian对称的条件下，

ϕX(θ) = η
4∥U(θ)∥2 +O(η2), X ∈ {DE,TR,TA, ST}. (11)

共同的领先阶项，将数值更新的时间箭头，连接到选择学习轨迹的有效作用。随机热力学构造使用论文规定的
正则化与归一化。[10]这为熵驱动的选择提供动力学视角：有效损失修正、状态熵（state entropy）和路径熵
产生，具有不同的数学角色。[6]
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7 用矩阵对齐刻画表征学习

7.1 究竟哪些量应当对齐？

对于隐藏线性映射 hb = Wha，定义表征与神经元梯度的二阶矩：

Hc = E[hch
T
c ], Gc = E[gcgT

c ], Za = W TW, Zb = WW T.

典范表征假说（Canonical Representation Hypothesis, CRH）在线性映射的两侧各提出三种关系：

Hc ∝ Gc, Hc ∝ Zc, Gc ∝ Zc, c ∈ {a, b}. (12)

这六个关系针对完整矩阵，不只是少数主方向之间的重叠。它们联系了哪些特征存在、哪些特征影响损失，以
及权重传递哪些特征。[11]

R

表征
Representations

存在的特征

W

权重
Weights

传递的特征

G

神经元梯度
Neuron gradients

学习的敏感方向

共同的特征组织

R W G

共同的活跃方向

完整对齐：典范结构 · 部分对齐：有组织的多项式关系

图 7.学得特征组织的三个视角。[11]表征、权重和神经元梯度，分别描述存在的特征、传递的特征及学习敏感方向。CRH
联系线性映射两侧的矩阵结构。彩色通道示意共同方向，而非实测谱。

7.2 对齐的机制，以及有结构的偏离

论文在明确假设下，从噪声–正则化平衡（noise–regularization balance）推导对齐，其中包括平均场范数条件
（mean-field norm conditions）和适当的平稳近似。它也分析有限时间造成的偏离，以及不满足完整CRH的层。
多项式对齐假说（Polynomial Alignment Hypothesis, PAH）研究投影后半正定矩阵（positive-semidefinite
matrix）的幂次关系，可示意为

H̃α
c ∝ G̃β

c ∝ Z̃δ
c ,

其中子空间和指数由原论文具体给定。因此，部分关系失效时，谱结构仍可能具有可分析的组织方式。假说的
广泛适用性，与某个具体证明覆盖的范围，是不同的问题。

7.3 对齐提供信息，但其作用依赖任务

该技术笔记在指定的嵌入式深线性模型中证明一种解选择结果：尽管多数损失极小点不具柏拉图式表
征（Platonic representation），SGD却选择相差旋转的等价表征。[31]与Megan Tjandrasuwita、Chanakya
Ekbote、Paul Pu Liang的合作发现，跨模态对齐（multimodal alignment）是否有益，取决于任务中的冗余
和独有信息。[13]因此，对齐本身也是需要结合任务解释的对象。

与 Qiyao Liang、Daoyuan Qian、Ila Fiete的合作表明，迫使解耦因子（disentangled factors）进入输出表征，
可以改善受控生成任务中的组合外推（compositional extrapolation）；否则后续层仍可能重新纠缠这些因子。
[14]这一结果将泛化与学得计算的完整组织联系起来。
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8 拓扑、特征学习与坍缩

8.1 小更新可以保留损失之外的结构

拓扑（topology）关注连通关系、孔洞等在连续可逆变形下保留的性质。若更新场 u 为 K-Lipschitz，即
∥u(x)− u(y)∥ ≤ K∥x− y∥，且 T (x) = x− ηu(x)，由三角不等式可得

(1− ηK)∥x− y∥ ≤ ∥T (x)− T (y)∥ ≤ (1 + ηK)∥x− y∥. (13)

当 ηK < 1时，不同的点不能合并，且像集上的逆映射也是Lipschitz的。对于满足条件的置换等变（permutation
equivariance）规则，包括 SGD和 Adam，拓扑论文识别出保持神经元分布拓扑的小步长区域；较大步长则
允许简化，并可能降低表达能力（expressivity）。[15]

几何形状可以改变，拓扑结构仍可保持

小更新 拓扑得以保持
Topology preserved

在相应正则性界内

变形而不合并

越出保证范围 改变成为可能
Change is possible

允许合并或简化

但并非必然发生

概念拓扑示意；未绘制实际神经元位置或训练数据

图 8.几何与拓扑。[15]形状可以变形，同时保持连通关系和孔洞。越出某个充分的正则性保证后，合并或简化成为可能。
这些形状用于解释概念，并非重建的神经元分布。

越过上述充分条件的界限，意味着拓扑可以改变，并不意味着每个更大的步长都必然改变拓扑。例如，标量映
射 T (x) = (1 − ηK)x在 ηK = 1时坍缩，再增大步长却又恢复可逆性。将界限应用于实际训练时，需要区分
充分条件与必要的相边界。

8.2 特征学习有多种动力学机制

与 Yizhou Xu合作的有限宽线性模型精确解，区分了对齐、去对齐（disalignment）和重缩放三种机制，联系
了近似核方法与特征学习区域。[12]自监督学习（self-supervised learning, SSL）的逐步习得研究在线性化模
型中导出特征模态的依次习得，并在非线性联合嵌入网络中观察到类似行为。[29]这些分析支持追踪集体变
量，而不只是总损失。

8.3 不同坍缩需要不同解释

自监督损失景观理论分析完全坍缩（complete collapse）与维度坍缩（dimensional collapse），并研究归一化
（normalization）、偏置及数据结构的作用。[28]线性潜变量（latent variable）模型则将后验坍缩（posterior
collapse）归因于似然拟合与先验引入的潜变量均值正则化之间的竞争。[26]相变工作说明，深度与复杂度惩
罚能够改变可解网络中的相变阶数。[27]这些都是结构由目标和动力学共同产生的例子，但具体机制与假设
各不相同。
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9 神经二次型：从突变到标度

9.1 不同架构共享的局部描述

与 Yizhou Xu合作的神经二次型（Neural Quadratic Forms, NQF）工作，针对平滑的可交换单元求和模块，
在小权重附近、原点满足零梯度条件时，推导二次型正规形式（normal form）：

fW (x) ≃ Tr
(
MA(x)

)
, M = WW T. (14)

感知机（perceptron）、注意力（attention）、专家混合（mixture of experts）与卷积（convolution），对应不同
的结构矩阵 A(x)。M 汇集单元权重的外积（outer product），保留特征演化，而没有将其冻结为固定核。[16]

当数据矩阵共享特征基时，动力学化为广义 Lotka–Volterra模态方程。在特征正交的情形，

żk = zk(rk − Ckkzk), zk(t) =
rkzk(0)

Ckkzk(0) + (rk − Ckkzk(0))e−rkt
. (15)

这里 zk 是模态强度，rk 是初始增长率，Ckk 控制自限制。正增长模态的饱和值为 rk/Ckk。若 zk(0) = ϵ很小，
激活时间近似为 r−1

k log[rk/(Ckkϵ)]。因此，平滑动力学中也可以出现时间上彼此分离的特征激活。

感知机 注意力 卷积 专家混合

集体变量描述

特征强度 M；架构通过 A(x) 进入

早期 中期 后期

特征依次激活
Sequential feature activation

各个特征的激活，可以共同形成平滑的标度律

图 9.从微观架构到集体学习。[16]在相应假设下，不同模块共享局部二次描述。特征模态依次激活，其贡献结合后，在假
定谱尾下产生平滑标度。实心圆示意模态激活。

9.2 谱尾如何给出神经标度律（neural scaling laws）指数

设模态增长率与目标强度分别满足 rk ∝ k−α2、Vk ∝ k−α1，其中 α1 > 1、α2 > 0。在重标度时间（rescaled
time）τ = t/ log(1/ϵ)中，已激活的模态序号增长为 k∗(τ) ∼ τ1/α2。尚未学得的尾部贡献于是满足

E(τ) ∼
∑
k>k∗

Vk ∼ k1−α1
∗ ∼ τ−(α1−1)/α2 . (16)

这直接展示了论文中条件性指数预测的机制。谱的幂律尾部（power-law spectral tail）是输入假设，不能仅凭
置换对称性推出。小初始化、平滑性和选定的可解谱条件限定了推导范围；高阶项还可能产生其他平台。较早
的逐步自监督学习工作提供了另一条理解这一问题的路线。[29]
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学习、结构与神经计算 Liu Ziyin

10 为什么对称系统能够压缩

与 Hong-Yi Wang、Di Luo合作的普适压缩理论（universal compression theory），利用带权对象与低阶矩，
保留神经元、数据点等无序集合所决定的函数。[17]

10.1 一个精确的有限维思路

对于 wi ∈ Rm，定义 pj = d−1
∑

i w
⊗j
i 。匹配到 k阶的矩，能够保留由这些矩决定的对称多项式。在相应的矩

匹配（moment matching）构造中，一个正权表示至多需要

Nm,k =

(
m+ k

k

)
(17)

个支撑点。对于解析函数（analytic function），可控的泰勒余项进一步把有限阶矩匹配转化为近似保证。

大量可交换对象
Interchangeable objects

必须保留什么？

均值与低阶矩

集体特征统计

指定的可观测量

少量带权代表
Weighted representatives

在保留指定集体量的同时，缩小表示规模

图 10. 把压缩理解为保留集体组织。当相关统计量得以保留时，大量可交换对象可以由少量带权代表（weighted
representatives）替代。矩联系微观集合与需要保留的可观测量；图中点的大小是符号示意。

10.2 从密集对象到多对数（polylogarithmic）上界

聚类与矩匹配结合，使小规模带权支撑下的误差渐近消失。代表性上界为 d′ = O([log(d/ε)]m)，要求对象有
界，且具有 h(

∑
i g(wi))的解析深集合表示（deep-set representation），其中 h, g 不依赖 d。更高矩阶数改善

误差，也增加成本。

10.3 保留学习，还需要保留相应更新

动力学彩票（dynamical lottery tickets）结果将压缩应用于对称的受训可观测量 f ◦ T，要求训练等变
（equivariant training），且复合映射满足相应正则性（regularity）。压缩动力学作用于带权对象，保留对象 wj

的梯度要按 c−1
j 重缩放。因此，这比剪去部分网络后直接使用不变的优化器更为具体。

原论文在相同小批量选择下，比较宽网络、压缩网络与随机子网络。[17]用 d′ 个有效对象保留 d个对象的性
能，可以改善以保留规模衡量的损失；但压缩构造本身仍有成本。
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11 压缩一个固定的深层网络

11.1 匹配输入导数，而非每个隐藏坐标

与Hong-YiWang、MingzeWang合作的宽度无关定理（width-independent compression theorem），考虑固定
的解析激活深层多层感知机（multilayer perceptron, MLP）及有界输入域。某层贡献为 y(x) =

∑
i viσ(w

T
i f(x))。

对每个输出，到 k阶的输入导数向量只有

Dk =

(
din + k

din

)
(18)

个坐标。秩约化（rank reduction）过程保留部分原神经元，重新计算输出权重以匹配这些导数。解析性通过
(R/ρ0)

k+1 的几何因子控制余项，其中 R < ρ0 联系了实输入域和复解析半径。[18]

从后向前压缩各层，可控制误差的逐层传播，构造深度相同的近似网络。对于固定教师网络（teacher network），
宽度上界为 O((log(1/ε))din)。教师网络的解析性与范数常数仍保留在界内；宽度无关，不代表高有效输入维
数的代价也消失。

函数

相同的输入输出映射

受训的大网络

↓

小型近似网络

固定教师近似
Fixed-teacher approximation

目标函数

相同的相关损失结构

大量数据对象

↓

带权代表

对称性与矩匹配
Symmetry and moment matching

动力学

相对应的学习演化

大系统的轨迹

↕

带权系统的轨迹

相应的带权更新
Corresponding weighted updates

三个保留性质的问题，对应不同的假设与构造

图 11.三种保留层次。[17, 18]函数近似、目标函数压缩和相对应的学习动力学，提出不同的问题。函数的紧凑表示，不会
自动保留不变优化器的轨迹。三列组织了这两页讨论的不同保证。

11.2 两类保证应当分清

这项结果近似一个固定深层教师的输入输出函数。上一页的动力学结果则针对正则的对称受训可观测量，以及
相应的压缩更新。固定教师定理明确没有建立动力学彩票保证。即使最终表示很紧凑，构造性证明对应的计算
也可能昂贵。

11.3 标度律也存在不变量

与 Xing Han、Suchi Saria、Paul Pu Liang的合作追问：在一个领域拟合的标度律，能否迁移到另一个领域？
它考察信息保持变换（information-preserving transformation）与信息分辨率（information resolution）变
化，在语言、视觉和语音场景检验。[19]连同 NQF与压缩理论，这区分了学习曲线怎样产生、哪些变换保持
标度，以及给定性能需要保留多少对象。
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学习、结构与神经计算 Liu Ziyin

12 回路如何组装出自己的学习规则

与 Qianli Liao、Yulu Gan等合作的 PNAS论文追问，系统能否形成改变前向权重所需的回路？自组装基元
（Self-Assembling Motif, SAM）通过可塑的交叉连接耦合上行与下行流，允许两者宽度不同。[20]

尚未对齐的通路

局部可塑的交叉连接

自组装
Self-assembly

协调的学习回路

前向信号
Forward signal

学习信号
Learning signal

前向信号
Forward signal

学习信号
Learning signal

前向信号
Forward signal

学习信号
Learning signal

推断与学习相互耦合

局部可塑性 → 对齐的回路基元 → 有效的类梯度学习

图 12.学习机制作为涌现的组织。[20]从已有的前向与反馈通路出发，局部可塑性协调其连接，在对齐条件下形成支持类
梯度学习的回路基元。此图展示组织层次，并非实测皮层连接图。

12.1 哪些结构会自组装，定理又要求什么？

模型有四类可塑突触（plastic synapses）：两条流内部，以及流之间的两个方向。局部规则结合突触前活动
（presynaptic activity）、其他突触送达的信号与衰减。匹配规则使上下行流之间的对齐（interstream alignment）
误差 Ev = V − V̄ T趋向零；通路对齐（pathway alignment）误差 Ep则比较前向 Jacobian与反馈路径。当通
路误差较小，并满足秩与边界条件时，

∆W ℓ = −ηWHℓ
D∇W ℓF − γW ℓ +Rℓ, Hℓ

D ⪰ 0. (19)

余项 Rℓ 由对齐误差控制。在对齐极限，回路实现由学得矩阵预条件的梯度更新（matrix-preconditioned
gradient update）。匹配条件下，流之间的对齐已有证明；通路对齐在成功运行中的改善另有观察，其对任意
初始化的收敛仍是开放问题。

原论文部分结果，准确率（%） SGD 自组装回路

MNIST 98.44 98.85
CIFAR-10 50.36 51.91

取自论文表 1，各实验进行五次运行。这些数值对应其具体模型配置及额外的下行学习机制，并非通用图像分类性能纪录。
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13 局部可塑性：机制、现象与时间

13.1 异突触计算是一种设计原理

异突触梯度机器（heterosynaptic gradient machine）预印本研究，局部相互作用如何实现广泛的梯度元学习
（gradient-based meta-learning）规则。[21]突触同时接收前向驱动，以及与其他突触有关的调制信号；二者
相互作用，可使突触对有效学习梯度敏感，而不必让每个突触执行显式编程的全局导数计算。这是一类理论构
造，也是一种提出的生物设计原理。

13.2 为什么像 Hebb的更新不一定来自 Hebb规则？

ICML研究将学习信号（learning signal）U 与收缩项分开：∆W = U − γW。接近均值平稳时，E[U ] ≈ γW。
对 hb = Wha，Hebb矩阵为H = E[hbh

T
a] = WHa，且 Ha ⪰ 0。于是

⟨E[U ],H⟩F ≈ γ Tr(W TWHa) ≥ 0. (20)

这个简单等式说明，正则化可以使相当不同的更新机制，其学习信号分量都呈现 Hebb 型特征（Hebbian
signature）；噪声则可能推动反 Hebb对齐（anti-Hebbian alignment）。平稳时的总更新，与其中的学习信号
分量，是不同的可观测量。[22]

局部 Hebb 机制 正则化梯度机制 其他正则化动力学

相似的可观测现象

呈现 Hebb 型结构的突触变化
Hebbian-looking synaptic changes

结合回路背景、干预与时间关系，区分不同机制

局部规则、可观测特征与时间实现，属于不同层次

图 13.同一种可观测特征，可以来自多种机制。[22]局部Hebb计算和不同的正则化动力学，可以产生相似的可塑性模式。
干预、回路背景和时间关系，为辨识底层机制提供额外信息。

13.3 学习规则还必须在恰当的时间工作

连续时间反馈对齐（feedback alignment, FA）研究，把传播、可塑性与衰减写成耦合过程，并研究 τprop ≪
τplas ≪ τdec 的有效时间尺度层次。权重更新中有信息的部分取决于重叠：

∆Winformative ∝
∫ T

0

(
V ε(t)

)
z(t)Tk(t) dt. (21)

这里 V 为反馈矩阵，ε(t)为误差信号，z(t)为突触前活动，k(t)为可塑性核（plasticity kernel）。延迟改变时
间上的匹配：模型容忍适度错位，但重叠消失时学习失败。[23]这联系了局部实现、可塑性现象与时间要求。
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14 从连接组理解相对运动计算

2026 年的图形–背景辨别（figure–ground discrimination）预印本，将果蝇连接组与细致的生物物理建模
（biophysical modeling）结合，研究 Reichardt–Poggio–Hausen架构的一种候选实现：大视野运动汇集单元
（wide-field pool）调制局部运动检测器，从而帮助区分物体运动与背景运动。提出的回路涉及 T4a和腹侧离
心水平神经元（ventral centrifugal horizontal neuron, vCH）。[24]

14.1 不同区室可以完成不同计算

论文报告的模型区分了 T4a树突（dendrite）的运动响应，以及轴突末梢（axon terminal）对相对运动（relative
motion）敏感的信号。vCH 汇集大范围运动，并向 T4a 末梢施加突触前分流抑制（presynaptic shunting
inhibition）；运动拮抗（motion opponency）和双眼通路（binocular pathways）进一步扩展了这一解释。由
此可提出更一般的组织层次理解：突触作用的位置，会影响细胞如何共同完成计算。

14.2 为什么分流能够归一化信号？

一个一般的被动区室（passive compartment）揭示了生物物理逻辑。Cm为膜电容（membrane capacitance），
V 为膜电位，g与 E 分别为电导（conductance）和反转电位（reversal potential）；下标 L、E、I 对应漏电、
兴奋和抑制：

CmV̇ = gL(EL − V ) + gE(EE − V ) + gI(EI − V ). (22)

平稳时，V = (gLEL + gEEE + gIEI)/(gL + gE + gI)。若 EI = EL，则

V − EL =
gE(EE − EL)

gL + gE + gI
. (23)

因此，反转电位接近静息电位的抑制电导，可以通过改变分母来减弱兴奋响应；不能总将其等同于减去一个固
定电压。

视觉场景

物体与背景

可以有不同运动

局部运动

T4a 树突计算

全局背景

vCH 汇集大视野运动

轴突末梢
Axon terminal

局部驱动与

背景依赖抑制结合

分流抑制
Shunting inhibition

相对

运动

特征

连接组 → 空间回路组织 → 可检验的计算机制

图 14.空间回路中的分工。在所提模型中，局部运动与大视野背景在 T4a轴突末梢结合。区室特异的抑制改变向下游传递
的计算。此图展示组织关系。

14.3 连接组为解释贡献了什么？

解剖结构约束可能的相互作用，生物物理性质决定其动力学后果。模型与已有观察的一致性，支持所提出的机
制。如果干预能够将其预测与替代解释区分开，就会进一步增强这一解释。

来源范围：本节关于该论文的具体陈述依据作者公开的 bioRxiv摘要。被动区室推导用于解释机制，并非复现论文的定量
模型。
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15 当前研究的局限与边界

这些成果最有力的地方，是分离具体的现象，找出相关变量，并推导其动力学。接下来的难点，是预测在一个
新的网络或生物回路中，究竟哪种机制占主导。从解释某个机制，到建立广泛可靠的定量理论，中间仍有几类
明确的边界。

15.1 从可解条件走向真实训练

精确结论依赖二次损失或受控噪声、平均场条件、小权重展开，以及特殊的谱结构。真实训练则包含归一化、
特征演化与优化器状态，有效描述的失效应当变得可预测。[1, 11, 16]全局相边界描述优化后的值，而有限训
练路径仍可能停留在亚稳态。同样，标量不可逆势依赖更新场假设，非平稳过程也需要超出稳态噪声模型的描
述。[27, 10]

15.2 从内部组织走向泛化能力

平衡、对齐、低秩与拓扑刻画内部组织，而它们与测试性能的关系，还取决于任务需要哪些信息。跨模态对
齐可能强调共享信息，同时丢失有用的模态独有信息；即使输入因子解耦，后续计算仍可能无法组合泛化。
[13, 14]完整理论需要预测，某个结构统计量何时改善迁移、鲁棒性（robustness）或外推，何时只是伴随现
象。能够区分这些可能性的干预，比再观察一组相关性更有解释力。

15.3 从紧凑表示走向实际资源节省

小表示可以存在，但寻找它仍可能昂贵。矩匹配与输入导数构造涉及维数、近似阶数、依赖教师网络的常数，
以及误差随深度的传播。固定教师结果虽然没有额外显式的宽度因子，宽度仍可能通过这些常数间接进入。
[17, 18]因此，实用压缩必须同时计算构造时间、内存、校准（calibration）及后续训练成本；近似函数与保留
学习动力学，仍是具有不同成本和假设的目标。

15.4 从生物合理规则走向可辨识的真实机制

SAM在匹配条件下证明了流之间的对齐，而梯度对应所需的通路对齐仍是另一项条件。连续时间模型还指出，
正确的活动与反馈信号必须在突触处具有时间重叠。[20, 23]建立生物实现，需要识别这些信号、它们如何到
达可塑突触，以及相关对齐何时形成。仅凭 Hebb型变化，不能唯一确定底层规则。[22, 24]同样，连接组缩
小了布线范围，却不能独自确定电导、状态与回路动力学；要区分候选机制，需要能够使其预测分离的响应或
干预。

15.5 从相关机制走向整合理论

参数对称性、特征算子、随机路径分布与回路基元之间的定量桥梁，仍未完整。连接它们，需要明确变量与可
观测后果的对应。将连接组模型拓展到鱼类和哺乳动物，还需要处理重建不确定性、未配准的生理，以及成像
体积之外的输入。[34, 35]有用的统一理论，必须预测架构、任务或回路组织改变的后果，并明确适用边界。
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16 未来研究：五个人工智能问题

未来十个问题，在人工智能与神经科学之间各占一半。每个问题都配以动机，以及能够区分机制的研究方法。
这些是由前述成果与公开数据资源支持的未来方向。

五个人工智能问题

Q1 相边界与学习恢复

Q2 非平稳训练的不可逆性

Q3 对齐作为迁移机制

Q4 标度指数的来源

Q5 压缩与总计算成本

五个神经科学问题

Q6 局部学习机制

Q7 果蝇：空间回路计算

Q8 鱼类：连接组约束的整合

Q9 哺乳动物：从解剖到皮层动力学

Q10 跨物种的回路原理

共同标准：明确的机制，以及能够区分不同解释的预测

图 15.均衡的研究议程。人工智能与神经科学各五题。神经科学部分从局部学习、果蝇回路、鱼类、哺乳动物与跨物种比
较，提供互补的解释层次。

Q1. 哪些相边界能够预测现代网络的坍缩与学习恢复？可解理论将深度和正则化连接到学得状态与坍缩状态
的竞争。可以在带归一化的残差模块（residual block）或注意力模块中定义序参量，再分别改变衰减、
噪声与初始化，预测相边界及两种状态的稳定性，并区分全局最优解切换、优化器困陷和可塑性丧失。
[27, 32, 4, 5]

Q2. 哪些不可逆量能够约束带动量（momentum）或 Adam的非平稳训练？有效势可能遗漏概率流（proba-
bility current）与不断变化的状态分布。可以纳入优化器状态，定义正向和反向过程，再对指定的训练
可观测量推导不确定界。可解模型应当区分，何时一个标量修正已经足够，何时非平稳性会改变预测。
[33, 10, 6]

Q3. 哪些表征对齐关系，确实会因果性地改善迁移？对齐可能保留共享特征，也可能丢弃有用的独有信息。
可以在受控隐变量任务中，保持原任务误差相当，独立改变对齐与模态独有信息，再预测新任务或未见
组合的表现，区分迁移机制与仅仅伴随训练出现的统计量。[11, 13, 14]

Q4. 能否不预设幂律谱，就推导出标度指数？ NQF把谱尾与损失指数联系起来；更深的解释需要推导谱本
身。可以选定特征算子 A(x)与数据分布，推导学习谱，在拟合损失曲线之前，同时预测一个指数，以及
一种不应出现幂律的情形。[16, 19]

Q5. 保持动力学的压缩（dynamical compression），何时真正节省计算？需要把轨迹保留保证，与完整计算
构造成本的算法结合起来：确定数据或表征的哪种维数控制压缩界，在指定时间范围内追踪误差，并计
入构造、内存与后续训练。这将存在性定理，连接到整个压缩流程确实更便宜的条件范围。[17, 18]
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Q6. 哪些局部可塑性机制能够产生协调的类梯度学习？在双流框架内，寻找能在有限反馈延迟下，同时建立
流之间对齐与通路对齐的规则和初始条件。再分别改变共同激活、调制反馈与衰减，预测相应响应。目
标是将真正发挥作用的局部学习机制，与不同规则都可能产生的 Hebb型相关性区分开。[20, 21, 23, 22]

Q7. 果蝇回路中的哪种空间抑制机制解释相对运动计算？在 T4a–vCH候选模型中，遵守解剖约束，分别改
变抑制位置与电导强度，在留出的视觉背景和定向干预上比较预测。还需要追踪突触强度与膜参数的不
确定性，使预测效应能够归因于区室特异的机制，而非某一组拟合参数。[24]

Q8. 鱼类连接组中的哪些约束，使感觉整合能跨条件保持稳健？ Fish1等幼体斑马鱼资源，为受连接组约束的
建模提供起点。可以选择一个后脑回路，研究递归兴奋（recurrent excitation）、对侧抑制（contralateral
inhibition）与细胞时间常数，如何共同决定整合与选择。用解剖约束结构，在一种条件下拟合其余生理
参数，再预测另一种条件的响应；比较机制时，需要传播重建与细胞类型的不确定性。[34]

Q9. 受解剖约束的动力学，能够预测多少哺乳动物皮层功能？利用MICrONS小鼠视觉皮层等配准的解剖与
活动数据，将连接组约束模型，与匹配度数、距离和细胞类型的空模型（null model）比较。用训练响应
拟合不确定电导，再预测留出刺激与背景效应，同时显式建模跨越成像体积的输入。关键检验是：哪些
解剖约束，能够在仅拟合功能之外提高预测力？[35]

Q10. 哪些有效回路变量，能够在果蝇、鱼类与哺乳动物之间迁移？对于匹配的视觉计算，可以用有效时间常
数（effective time constant）、递归增益（recurrent gain）与兴奋–抑制组织，比较解剖不同的回路，检
验约化模型能否跨物种预测同类干预响应。需要分开共享的计算原理与物种特异的实现，并用留出响应
检验约化，避免将形态相似直接视为功能等价。[24, 34, 35]

不同连接组，共同的建模逻辑
Connectome-constrained modeling across species

果蝇回路
已有候选模型

局部运动与大视野背景

末梢特异的抑制

相对运动信号

鱼类回路
未来拓展

解剖与递质类型

递归连接与细胞时间尺度

整合与选择

哺乳动物皮层
未来拓展

解剖与配准的活动

区室与外部输入

依赖背景的响应

用留出刺激与干预响应，比较候选模型集合

图 16.从果蝇回路到脊椎动物建模问题。不同物种提供不同的解剖与生理约束，共同的检验方式是利用留出响应与干预比
较候选动力学。鱼类与哺乳动物建模属于未来拓展，Fish1与MICrONS是外部资源。
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